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Аннотация 

В работе рассматривается задача определения предпочитаемых пользователем остановок 
в рекомендательной транспортной системе. Проведено сравнение эффективности использо-
вания различных методов машинного обучения для решения указанной задачи в системе 
персонализированных рекомендаций: метода опорных векторов, дерева решений, случайно-
го леса, AdaBoost, алгоритма k-ближайших соседей, многослойного персептрона. Сравне-
ние указанных традиционных методов машинного обучения производилось также с пред-
ложенным методом, разработанным на основе алгоритма вычисления оценок. Эксперимен-
тальные исследования использовали реальные данные мобильного приложения «Прибывал-
ка-63», являющегося частью сервиса tosamara.ru. Подтверждена как работоспособность, так 
и эффективность предложенного метода.  
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Введение 

Целью современных персонализированных реко-
мендательных систем является помощь пользовате-
лям с учётом их предпочтений и существующего 
пространственно-временного контекста. Одним из 
направлений в рекомендательных системах является 
навигация и транспорт. Соответствующие рекоменда-
тельные системы в общем случае должны предлагать 
пользователям подходящий им маршрут, прогнозиро-
вать потребности, пункт назначения, тип используе-
мого транспорта и необходимые удобства во время 
поездки (кондиционирование воздуха, пандусы). С 
учётом предложенной информации пользователь и 
делает окончательный выбор. Этот выбор является 
основной информацией для обучения персонализиро-
ванной рекомендательной системы. Учитывая значи-
тельную долю неопределенности при построении ре-
комендательных систем, неоднозначность выбора 
пользователя (может зависеть от настроения) и мно-
гих других усложняющих факторов, вопросы постро-
ения рекомендательных систем в настоящее время 
чрезвычайно актуальны и даже злободневны, если 
принять во внимание растущие объёмы поступающей 
информации. 

В работе рассматривается проблема определения 
предпочитаемых пользователем остановок. С практи-
ческой точки зрения перспективная персонализиро-

ванная рекомендательная система, используя данные 
о пространственно-временных координатах пользова-
теля (то есть времени и месте запроса), должна авто-
матически определить, какой остановкой обществен-
ного транспорта пользователь намерен воспользо-
ваться в текущий момент для осуществления пере-
мещения. Результатом работы такой системы может 
быть как ответ в виде конкретной остановки, так и 
ранжированный список остановок по убыванию «сте-
пени уверенности» их использования пользователем. 
Очевидно, что ответ «ближайшая остановка» в общем 
случае оказывается неудовлетворительным, поскольку 
выбор предпочитаемой остановки зависит от требуе-
мой в данный момент корреспонденции пользователя. 

При разработке рекомендательной системы суще-
ствуют следующие основные проблемы: 

– проблема холодного запуска – это хорошо из-
вестная проблема для рекомендательных си-
стем [1]: важно достичь баланса между точно-
стью рекомендуемых маршрутов при инициа-
лизации системы. Таким образом, приемлемое 
время настройки профиля личных предпочте-
ний должно быть небольшим; 

– недостаточно информации для анализа. Систе-
ма располагает информацией только о про-
странственно-временных координатах. Необ-
ходимо учитывать информацию о состоянии 
транспортной инфраструктуры [2, 3], о погод-
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ных условиях и о многом другом в разрабаты-
ваемых системах; 

– многие факторы могут повлиять на выбор 
пользователя, например, погода или оборудо-
вание остановки. Даже если возможно решить 
проблему небольшого объёма информации, 
может возникнуть обратная проблема учёта 
большого количества факторов выбора в раз-
рабатываемой системе и выбора подходящего 
метода машинного обучения. 

В разрабатываемом модуле получения предпочти-
тельной остановки решение проблемы холодного за-
пуска системы представлено в параграфе 3.1. Реше-
ние двух других описанных проблем в данной работе 
не приводится в связи с отсутствием записи дополни-
тельной информации в мобильном приложении 
«Прибывалка-63» и в сервисе tosamara.ru, однако 
представляет интерес для дальнейших исследований. 

В настоящее время различные методы машинного 
обучения используются для создания рекомендатель-
ных систем. В данной работе представлены попытки 
использования методов машинного обучения для ре-
шения задачи выбора предпочтительной остановки 
общественного транспорта. Все исследования про-
водятся на основе данных, полученных с помощью 
мобильного приложения «Прибывалка-63» и сервиса 
tosamara.ru. 

Работа построена следующим образом. В первом 
параграфе представлено современное состояние ис-
следований в сфере рекомендательных систем. По-
дробное описание используемых данных, доступных 
с использованием приложения «Прибывалка-63», и 
рассмотренных методов машинного обучения, вклю-
чая предложенный метод, представлено во втором 
параграфе. Эксперименты и их результат представле-
ны в третьем параграфе. В заключении представлены 
оставшиеся проблемы, возможные решения и пер-
спективные направления исследований. 

1. Современное состояние исследований 

В этом параграфе представлен краткий обзор под-
ходов к построению рекомендательных систем с ис-
пользованием различных алгоритмов машинного 
обучения. Хотя в некоторых статьях описывается по-
строение системы рекомендаций для широкого круга 
задач, описанные методы подходят и для рассматри-
ваемой задачи.  

В статье [4] Ivens Portugal и соавторы приводят 
систематический обзор литературы, в которой анали-
зируется использование алгоритмов машинного обу-
чения в рекомендательных системах и определяются 
возможности для разработки программного обеспе-
чения. Авторы рассмотрели 26 статей и определили, 
что в большинстве случаев используется байесовский 
подход или подход на основе дерева решений. Че-
тырьмя наиболее изученными сферами применения 
рекомендательных систем являются фильмы, музыка, 

новостные и развлекательные статьи и товары на 
площадках онлайн-магазинов. В основном это связа-
но с доступностью данных. Xiang Li и соавторы [5] 
предлагают многомерный контекстно-зависимый ме-
тод рекомендаций, основанный на улучшенном алго-
ритме случайного леса, который объединяет кон-
текстную информацию для выполнения рекоменда-
ций. В [6] Matthias Bogaert и соавторы оценивают ме-
тоды многокритериальной классификации (класси-
фикации с множеством меток, англ. multi-label classi-
fication) в рекомендательных системах для пере-
крёстных продаж в секторе финансовых услуг. Авто-
ры решили, что случайный лес является методом, ко-
торый лучше остальных подходит для данной сферы 
рекомендательных систем. Haein Kim и соавторы [7] 
сравнивают дерево решений, нейронную сеть, метод 
опорных векторов, случайный лес и строят модель 
рекомендаций, отражающую последние модели по-
купок пользователей. Xibin Wang и соавторы [8] ис-
пользуют метод опорных векторов для определения 
предпочтения пользователя в фильмах на основе оце-
нок, предоставленных им самим. Rachsuda 
Jiamthapthaksin и Than Htike Aung [9] предлагают ме-
тодику профилирования предпочтений пользователя 
с использованием функций, созданных на основе по-
ведения пользователя на странице Facebook и осно-
ванных на методе опорных векторов. В статье авторы 
также рассматривают наивный байесовский и 
нейросетевой подход. Mladen Marovic и соавторы [10] 
дают сравнение нескольких методов, основанных на 
алгоритме k-ближайших соседей и используемых в 
автоматическом прогнозировании рейтингов фильмов 
на основе данных IMDb. Igor Ivan и соавторы [11] 
статистически оценивают пешие расстояния до пред-
почтительной остановки общественного транспорта в 
двух выбранных региональных городах Чешской 
Республики. Кроме того, они изучили влияние демо-
графических характеристик на расстояние, преодоле-
ваемое пешком. 

Исследования рекомендательных систем быстро 
развивались в течение последних нескольких лет, что 
подтверждает актуальность и необходимость даль-
нейших исследований. Однако область транспортных 
рекомендательных систем недостаточно изучена. 
Чтобы заполнить этот пробел в литературе, в настоя-
щей работе проводится оценка общеизвестных мето-
дов машинного обучения и предложенного метода, 
основанного на алгоритме вычисления оценок, для 
определения предпочитаемых пользователем остано-
вок общественного транспорта. 

2. Методы определения  
предпочтительных остановок 

В данном параграфе представлены возможные 
решения задачи определения предпочтительных для 
пользователя остановок общественного транспорта. 
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2.1. Данные запросов пользователей  
к мобильному приложению «Прибывалка-63» 

В работе используются данные из мобильного 
приложения «Прибывалка-63». Данные в общем слу-
чае содержат следующую информацию:  

– информация об остановках общественного 
транспорта (идентификаторы и координаты);  

– информация о маршруте общественного 
транспорта (идентификаторы и список иден-
тификаторов остановок); 

– координаты пользователей и параметры запроса. 
Каждый пользователь приложения выбирает оста-

новку из списка и получает информацию о времени 
прибытия общественного транспорта к выбранной 
остановке. Такие информационные запросы показаны 
точками на карте. Остановка, к которой выполняется 
запрос, представлена звездой. Линии связывают соот-
ветствующие запросы и остановки. На рис. 1 пред-
ставлена карта с запросами одного из пользователей к 
соответствующим остановкам. 

 
Рис. 1. Визуализация пользовательских запросов 

о прибытии общественного транспорта на остановки 
и соответствующих запросам остановок 

Из указанной информации для нас представляет 
интерес та её часть, которая связана с конкретным 
пользователем и его запросами к остановкам. Каждый 
запрос конкретного пользователя (везде ниже пользо-
ватель предполагается фиксированным) можно пред-
ставить в виде квартета: 

  , , ,d t ID sx , 

где x – координата местоположения пользователя, d – 
календарная дата запроса, t – время запроса, ID (s) – 
идентификатор (условный номер) остановки, относи-
тельно которой произведён запрос пользователем. 
Вся информация о конкретном пользователе, соб-
ственно, представлена множеством указанных квар-
тетов. Формально задача определения предпочти-
тельной остановки заключается в определе-
нии / предсказании остановки (то есть идентификато-
ра ID (s)) по пространственно-временному контексту, 

то есть по тройке (x, d, t). В более «развёрнутой» по-
становке по тройке (x, d, t) требуется получить ран-
жированный список идентификаторов остановок по 
убыванию некоторых «оценок» уверенности в ис-
пользовании соответствующих остановок. 

При интерпретации остановок как «классов» при-
ходим формально к постановке задачи классифика-
ции или более широкой проблеме машинного обуче-
ния. Ниже рассмотрены предложенное решение ука-
занной задачи и ряд решений с использованием хо-
рошо известных методов машинного обучения. Дано 
их сравнение. 

2.2. Предложенный метод, основанный  
на алгоритме вычисления оценок 

Предлагаемый метод основывается на алгоритме 
вычисления оценок. Он применим как для решения 
задачи классификации, так и для построения ранжи-
рованного списка остановок общественного транс-
порта и был подробно описан автором настоящей ра-
боты в соавторстве в публикации [12]. Алгоритм вы-
числения оценок (кратко – АВО) был предложен ака-
демиком РАН Ю.И. Журавлёвым для решения задач 
распознавания в [13]. Алгоритм представляет собой 
мета-алгоритм / метод, в котором требуется опреде-
лить набор функциональных и числовых параметров 
под конкретную задачу и критерий.  

Определим значение оценки Г (features; ), которое 
характеризует принадлежность вектора признаков к 
классу  (в качестве классов в данном случае высту-
пают идентификаторы остановок общественного 
транспорта), как 

     , , ; , , ; , ,i i i i
i

d t d t d t I


      x x x , (1) 

где 

 
    

    
   

0 0

1 1

, , ; , ,

xp exp .

i i i

i

i

i i

d t d t

I w d W w d W

w d W w d W

t t

 

    

    

     

x x

x x

 (2) 

Здесь w(d)W – день недели, принимающий зна-
чения из множества: 

 
 

0 1

0

1

W=W W ,

W , , , , ,

W , ,

MON TUE WEN THU FRI

SAT SUN






 

и индикатор события: 

 
1, ;

0, .

a true
I a

a false


  

 (3) 

Сначала вычисляем значения (1) для всех остановок 
из набора S: 
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  , , ; , 1, Sid t ID s i x . (4) 

После этого полученный список сортируется пу-
тём уменьшения значений в (4), и получаем переста-
новку : |S|

  |S|. Полученная перестановка являет-
ся решением задачи. Заметим, что данный метод поз-
воляет получить упорядоченный список остановок, 
предоставляемый пользователю. Предложенный ме-
тод, по предварительно проведённым исследованиям, 
даёт наилучшие результаты на тестовой выборке при 
числовых параметрах  = 0,01 и  = 0,01. 

2.3. Репозиторий классических методов  
машинного обучения (классификаторов) 

В качестве простейшего альтернативного метода 
решения был использован метод (Mindistance), осно-
ванный на выборе ближайшей остановки и, соответ-
ственно, упорядочивании остановок по возрастанию 
расстояния до них. Такой простой метод часто ис-
пользуется в существующих системах. 

Метод опорных векторов (SVM) является одним 
из самых используемых методов среди рассматрива-
емых нами алгоритмов и чаще всего используется для 
сравнения. Функция разделения классов – это разде-
ляющая гиперплоскость. Алгоритм максимизирует 
кратчайшее расстояние между точками, ближайшими 
к точкам на гиперплоскости. В этой статье использу-
ется радиальная базисная функция в качестве функ-
ции ядра. В работе используется реализация алгорит-
ма из библиотеки scikit-learn [14] версии 0.22.2 на 
языке программирования Python 3.6.8. 

Дерево решений (Decision Tree) – это структура 
иерархического типа, в которой ветви определяют 
раздел пространства признаков, а листы представля-
ют собой элементарные функции классификации. 
Существуют различные методы построения деревьев. 
Коэффициент Джини используется в работе как кри-
терий качества разбиения. Дерево создается до мак-
симального размера без использования правила оста-
новки, а затем оно обрезается. Алгоритм строит не 
одно, а последовательность вложенных усечённых 
деревьев. Затем выбирается наилучшее разбиение. В 
работе используется реализация алгоритма из биб-
лиотеки scikit-learn [14] версии 0.22.2 на языке про-
граммирования Python 3.6.8. 

Случайный лес (Random Forest) – это набор дере-
вьев решений. Решение о классификации принимает-
ся путём голосования большинством. Каждое дерево 
решений строится независимо. Для каждого дерева 
выбирается подмножество обучающего набора. Для 
расщепления дерева выбирается лучший атрибут. Как 
правило, дерево строится до исчерпания выборки, ли-
стья дерева должны содержать представителей толь-
ко одного сорта. В работе используется реализация 
алгоритма из библиотеки scikit-learn [14] версии 
0.22.2 на языке программирования Python 3.6.8. 

Основная идея алгоритма AdaBoost состоит в том, 
чтобы обучить слабые классификаторы на наборе 
подготовленных данных. В роли слабых классифика-
торов могут выступать деревья решений. После этого 
прогнозы всех слабых классификаторов объединяют-
ся взвешенным большинством голосов для получения 
окончательного прогноза. На итерации повышения 
алгоритм изменяет веса для каждой выборки из обу-
чающего набора. Первоначально весовые коэффици-
енты равны. Для каждой последующей итерации вы-
борочные масштабы изменяются индивидуально. Вес 
данных, которые были классифицированы непра-
вильно, увеличивается. Таким образом, алгоритм 
концентрирует обучение на труднодоступных дан-
ных. В работе используется реализация алгоритма из 
библиотеки scikit-learn [14] версии 0.22.2 на языке 
программирования Python 3.6.8. 

Классификация k-ближайших соседей (kNN) явля-
ется ещё одним часто используемым методом. Дан-
ный метод относит классифицируемый объект к тому 
классу, к которому принадлежат ближайшие k объек-
тов выборки. В данной работе используется евклидо-
ва метрика. Несмотря на простоту подхода, метод хо-
рошо проявил себя в сложных задачах классифика-
ции и регрессии. К недостаткам метода можно отне-
сти необходимость хранения всех объектов обучаю-
щей выборки. Оптимальный выбор параметра k силь-
но зависит от количества и качества данных. В дан-
ной работе используется параметр k = 1, 2, 3. В работе 
используется реализация алгоритма из библиотеки 
scikit-learn [14] версии 0.22.2 на языке программиро-
вания Python 3.6.8. 

Многослойный персептрон (MLP) приведён в ка-
честве примера простой нейронной сети. MLP – кон-
тролируемый алгоритм обучения, который аппрокси-
мирует функцию потерь. Этот подход отличается от 
логистической регрессии тем, что между входным и 
выходным слоями может быть один или несколько 
нелинейных слоёв, называемых скрытыми слоями. 
Каждый нейрон в скрытом слое преобразует значения 
из предыдущего слоя, используя взвешенное линей-
ное суммирование, за которым следует нелинейная 
функция активации. В этой работе применена функ-
ция активации relu, на последнем слое – softmax. 
Нейронная сеть обучена с использованием алгоритма 
adam. В экспериментальных исследованиях исполь-
зовалась архитектура нейронной сети с количеством 
скрытых слоёв от 1 до 3 и количеством нейронов на 
скрытых слоях от 10 до 100. Наилучший результат 
показала структура сети с 2 слоями по 100 нейронов 
на каждом слое. В качестве функции потерь применя-
ется следующая функция: 

2

2
ˆ ˆ ˆ( , , ) ln (1 ) ln(1 )Loss y y W y y y y W       , 

где 2
2|| ||W  – L2 регуляризация. В работе использует-

ся реализация алгоритма из библиотеки scikit-learn 
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[14] версии 0.22.2 на языке программирования Python 
3.6.8. 

Описанные в данном подпараграфе методы, как 
правило, позволяют получить в результате решения 
только предпочтительную остановку, а не ранжиро-
ванный список остановок (то есть решить только за-
дачу классификации). Однако это позволяет осуще-
ствить сравнение методов, результаты которого пред-
ставлены в следующем параграфе. 

3. Экспериментальные исследования 
предложенного подхода 

3.1. Предварительная обработка набора данных 

Набор данных содержит информацию о времени 
запроса и координатах GPS мобильного устройства во 
время запроса. Далее временная метка была разделена 
на время дня в секундах и на день недели, что позво-
лило определить выходные и рабочие дни. Запросы 
были записаны за четыре месяца. В мобильном прило-
жении зарегистрировано 18441744 запроса от 116524 
пользователей на 1479 остановок. Для экспериментов 
случайным образом были отобраны данные 300 поль-
зователей с количеством запросов от 63 до 3083. Об-
щее число запросов в используемых данных составля-
ет 130262. Увеличение количества пользователей в ис-
пользуемом наборе данных значительно увеличило 
время проведения экспериментальных исследований и 
не повлияло на полученные результаты. Около поло-
вины отобранных пользователей имели среднее коли-
чество запросов около 160. Затем данные были разде-
лены по запросам каждого пользователя на трениро-
вочный набор и тестовый набор в соотношении 4:1. 
Чтобы получить достоверную оценку производитель-
ности модели, используется пятикратный метод пере-
крёстной проверки. Чтобы решить проблему системы 
холодного запуска, изначально пустой набор событий 
пополняется следующими значениями: 

       , 0, 0; , 1, 0; ,

1, S ,

i i i id t ID s d t ID s

i 

x x
 (5) 

где t0 = «0час00мин», в качестве d0 и d1 выступают 
даты соответственно выходного и рабочего дней, 
предшествующих дате запуска «системы», а 
xi (i = 1, | S |) – координаты остановок общественного 
транспорта si (i = 1, | S |). Полученный обучающий 
набор холодного запуска был добавлен в обучающий 
набор после разделения полного набора данных на 
обучающую и тестовую выборки. 

3.2. Исследование эффективности классификаторов 
при определении предпочтительных остановок 

В экспериментальном исследовании была получена 
точность классификации для оценки методов машин-
ного обучения. В табл. 1 представлены полученные ре-
зультаты точности для каждого из классификаторов. 

При проведении экспериментов после обучения на 
тренировочном наборе данных на вход исследуемым 
методам подавались пространственно-временные ко-
ординаты пользователей из тестового набора данных. 
Результатом работы алгоритма являлась предпочита-
емая пользователем остановка либо ранжированный 
список остановок для предложенного метода. Для 
расчёта точности бралась первая остановка из ранжи-
рованного списка. Точность отражает процент верно 
классифицированных предпочтительных остановок 
общественного транспорта. Истинными предпочти-
тельными остановками считаются остановки из те-
стового набора данных. 

Табл. 1. Результаты сравнения различных методов 
машинного обучения на тестовом наборе данных 

Алгоритм Точность 

Предлагаемый метод 64,223 

Ближайшая остановка 28,430 

Метод опорных векторов 55,793 

Дерево решений 54,399 

Случайный лес 69,825 

AdaBoost 39,908 

kNN, k=1 63,155 

kNN, k=2 62,860 

kNN, k=3 63,864 

Многослойный персептрон 43,483 

Из результатов, приведённых в табл. 1, видно, что 
наилучшие показатели точности дают алгоритм, 
предложенный в подпараграфе 2.2, случайный лес и 
метод ближайшего соседа. Однако последние два ме-
тода позволяют получить только предпочтительную 
остановку общественного транспорта. А предложен-
ный метод, основанный на алгоритме вычисления 
оценок, предоставляет упорядоченный список оста-
новок, решая обе задачи. 

Стоит отметить, что метод, основанный на опре-
делении ближайшей остановки, показал достаточно 
низкое значение точности по той причине, что поль-
зователи чаще делают запросы к остановкам заранее, 
находясь, например, дома или на работе.  

На рис. 2 представлена визуализация предпочита-
емой остановки общественного транспорта для каж-
дого запроса пользователя. Предпочитаемой останов-
кой считается первая остановка в упорядоченном 
списке, предоставляемом пользователю. При нахож-
дении пользователя в каждой из заштрихованных об-
ластей предпочтительная остановка (первая останов-
ка в ранжированном списке для методов, представ-
ленных в параграфе 2.2) будет одной и той же и соот-
ветствовать заштрихованной области. Для создания 
рисунка был использован метод определения предпо-
чтительных остановок, основанный на алгоритме вы-
числения оценок. 
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Рис. 2. Карта предпочтительных остановок,  

определённых предложенным методом, в зависимости  
от местоположения пользователя 

Выводы и результаты 

В статье представлено сравнение методов машин-
ного обучения в задаче определения предпочтитель-
ной остановки пользователя, решаемой в рамках пер-
сонализированной рекомендательной системы. Полу-
чены показатели качества решения рассмотренной 
задачи для набора широко известных методов ма-
шинного обучения и для предложенного метода, ос-
нованного на алгоритме вычисления оценок. Резуль-
таты экспериментов показали, что наилучшими каче-
ственными показателями обладают предложенный 
метод и метод случайного леса. Однако предложен-
ный метод, наряду с решением задачи классифика-
ции, то есть указания предпочтительной остановки, 
позволяет получить ранжированный список остано-
вок. Указанная возможность делает его более пред-
почтительным, поскольку позволяет использовать его 
более гибко в персонализированной рекомендатель-
ной системе. 

Перспективными направлениями исследований 
являются: использование информации о погоде, о со-
стоянии транспортной сети и инфраструктуре, ин-
формации о сложности пути к остановке (светофоры, 
пандусы, пешеходные переходы) и другой дополни-
тельной информации. 
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Abstract  

The paper considers a problem of determining the user preferred stops in a public transport 
recommender system. The effectiveness of using various machine learning methods to solve this 
problem in a system of personalized recommendations is compared, including a support vector 
method, a decision tree, a random forest, AdaBoost, a k-nearest neighbors algorithm, and a multi-
layer perceptron. The described traditional methods of machine learning are also compared with 
the method proposed herein and based on an estimate calculation algorithm. The efficiency and the 
effectiveness of the proposed method are confirmed in the work. 
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